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Abstract 

In recent years, the number of days with high concentrations of particulate matter (PM) has been increased in Hamadan 

city. Since this phenomenon is more prevalent in winter, in this research, an optimal artificial neural network model has 

been proposed to predict the concentration of PM in winter. To investigate the concentration of winter PM in Hamedan, 

the winter data of air pollutants and meteorological parameters were analyzed with Pearson correlation. Then, according 

to the results, Multilayer Perceptron Artificial Neural Network (MLP-ANN) with an optimized structure based on the 

training and testing was used to predict the daily concentration of PM2.5 & PM10. Among meteorological and air 

quality factors, air quality variables were more correlated with winter PM concentration. MLP-ANN predicted PM2.5 in 

a model with 3 input layers, 1 hidden layer and 4 middle layer processors with R: 0.93 and also with 1 input layer, 1 

hidden layer and 5 middle layer processors with R: 0.92. Predicted PM10. Alvand Mountains are located between the 

prevailing wind in the western parts of the Iran and Hamedan, therefore the effect of meteorological factors on PM 

concentration is low. Also, the increase of winter PM in the city can be due to increased fuel consumption in winter. 

The MLP-ANN tool with the lowest and most accessible data has the ability to predict PM early and can be used to 

control PM effects. 
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Introduction 

With the physical development of the city, the increase in population, the development of industries, and the 

increase in the number of cars, air pollution, especially particulate matter (PM) in Hamadan city, is rapidly 

expanding and has recently become a serious problem (Asl et al., 2018; Hoseinzaheh et al., 2012). This city 

has cold winters (Zare et al., 2011). Therefore, the use of fuel for heating, in addition to industries and 

transportation, increases significantly in this season and causes an increase in air pollution in winter 

compared to other seasons. Also, in recent years, the phenomenon of temperature inversion (thermal 

inversion) has happened several times in the winter season in this city, and it has aggravated air pollution. 

Temperature inversion is one of the main reasons for increasing winter pollution in cities with cold climates 

(Janhäll et al., 2006). Considering the location of Hamedan city on the slopes of Alvand mountain and the 

way of expansion and establishment of the Zagros highlands, prevents the entry of the western air front into 

this area (Zare et al., 2011). The impact of the prevailing meteorological variables in western Iran, such as 

western winds, on the city limits, has decreased. The influence of the prevailing meteorological variables in 

western Iran, such as western winds, on the city limits has decreased. The effect of wind on PM in the 

western regions of Iran is significant from two aspects. At first glance, the ability to carry PM by the wind 

from the western and southern regions and cause pollution draws attention to the fact that this phenomenon 

in susceptible regions can be limited to a few cases per year. But in general, meteorological factors such as 

wind and rain have a significant impact on transporting and eliminating air pollution )Tecer et al., 2008). In 

cities surrounded by mountains like Hamedan, the risk of air pollution is much more serious because the 

potential of air pollution dispersion by these factors is less. Therefore, early modeling and forecasting of air 

pollution, especially winter PM values of Hamedan city is of particular importance. Early prediction of 

winter PM concentration can be a great help to city managers and planners to deal with the harmful effects of 

city air pollution.  

 

Methodology 

Hamedan province is located in an area of 20,172 square kilometers, in the west of Iran, at the foot of Alvand 

Mountain and at an altitude of 1,800 meters above sea level, and Hamedan city covers 2,831 square 

kilometers of this province, Figure (1). 

 

 
Figure (1): The study area 

 

In this research, meteorological data and concentration of air pollutants including O3 (ppb), CO (ppm), Nox 

(ppb), and SO2 (ppb) were used to investigate, model and predict the concentration of PM2.5 and PM10. 
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Due to the fact that in cities with cold winters due to the increased consumption of fossil fuels, the risk of air 

pollution in winter is higher and the data for this season were used (Ilten & Selici, 2008). 

The design of the network is based on the variables affecting the concentration of PM in the past, in the form 

of different structures of different variables in the input layer. In each of the structures, the input information 

after processing, from the way output of the neurons of the first layer, to the neurons of the next layers and 

finally, if it is acceptable, it is transferred to the network output. Otherwise, with the propagation of the 

calculation error, it returns to the previous layers and the calculations are repeated until an acceptable result 

is obtained (Parsimehr et al., 2018). In order to increase the speed of information processing and not stop the 

network at local minimums, normalized information was used as the input of the network. To model the 

artificial neural network, first a percentage of the data is used for training the network, then in the next step, 

the remaining percentage of the data is used for validation and testing of the network.  

In this research, 70% of the data was used for training and the remaining 30% was used for validating and 

testing the network (Mohammadi et al., 2017). Then the predicted data is compared with the real data and the 

error amount is calculated. 

 

Results and Discussion 

In this research, multi-layer Perceptron artificial neural network was used to model and predict winter PM 

concentration in Hamedan city, and based on the results of this research, multi-layer Perceptron artificial 

neural network method had good ability and accuracy to model and predict these parameters. In this model 

with sigmoid training function and Levenberg–Marquardt stimulus function with three inputs, four neurons 

in a hidden layer with correlation of model results with real data more than 90% for PM2.5 and another 

model with training and stimulus function respectively sigmoid and Levenberg–Marquardt with one input 

and five neurons in a hidden layer had the best results for PM10. According to the results of the sensitivity 

test, the variables have been selected correctly. According to the Pearson correlation results, PM2.5 

parameter with coefficients of 0.684, 0.674 and 0.763 respectively had a higher correlation with the 

concentration of CO, Nox and SO2 pollutants compared to meteorological variables, and PM10 parameter 

with a coefficient of 0.763 had the highest correlation with the PM2.5 variable, which indicates that the 

winter PM concentration in Hamedan city is influenced by the concentration of air pollutants. Compared to 

PM10, PM2.5 values are more correlated with air quality variables, and PM10 concentration has the highest 

correlation with PM2.5 concentration. From this, it can be concluded that the concentration of PM10 is more 

under the control of the concentration of PM2.5. One of the reasons for the low correlation between 

meteorological parameters and PM concentration is the presence of the Zagros highlands in the studied area, 

which reduces the penetration of western winds into this area (Zare et al., 2011). 

The prediction accuracy of ANN in this research with R was 0.93 and 0.92 for Pm2.5 and Pm10, 

respectively, which is the result of Cortina et al.,'s model (2015) with CC: 0.6, Franceschi et al.,'s (2018) 

with R: 0.59 and Nidzgorska et al., (2018) with R2 = 0.84 had higher accuracy. The high forecasting 

accuracy shows the correct selection of the influencing variables and also the appropriate structure of the 

selected network in this research. Other air pollutants selected as inputs to the model can be the source or 

controller of PM concentration. In the research of Fing et al., (2015) using the data of the movement path of 

air masses, wind speed and direction, he was able to predict the PM concentration with an average detection 

rate of 90%, which in addition to confirming the capability of the integrated artificial neural network model. 

It shows the importance of air movement in removing suspended particles. The results obtained in this 

research, like previous research, emphasized the high ability of ANN in modeling and predicting parameters 

in very complex natural environments, such as predicting air pollutants. In the optimized network in this 

research, like the research of Zengoui et al., (2018) and unlike Chellali et al., (2016); Memarianfard and 

Hatami, (2017); Nidzgorska et al., (2018) were selected to model the PM concentration data of other air 

pollutants, which is the result of the special topographical conditions of this area. Similar to the study of 

other researchers who predicted PM concentration with MLP-ANN (Dutta & Jinsart, 2021; Taşpınar, 2015; 

Taşpınar & Bozkurt, 2014; Unal et al., 2016), in this study, the high ability of this model was confirmed. 

This tool can replace traditional deterministic models, whose inability has been proven in complex 

environments, and can be used as an early warning system before contamination occurs. To prevent or 

reduce the harmful effects of air pollution in the studied city with the necessary measures. 
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 زمستانه  (PM2.5 & PM10) ق معل ذرات روزانه غلظت سازیمدل وبینی پیش
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 چکیده
 نیا شدت بیشتراست. با توجه به  افتهی شیافزا اریبسدر شهر همدان ( PM) ذرات معلق یبا غلظت بالا یتعداد روزها ریاخ یهاسالدر 
 یشده است تا با استفاده از شبکه عصب دهیکوشدر این فصل آن زیستی محیطو  یاثرات بهداشت تیریمد یبرا ،در فصل زمستان دهیپد

 ،زمستانه شهر همدان PMغلطت  بر رگذاریعوامل تاث یبررس یبرا گردد. ارایهزود هنگام آن بینی پیش یابر نهیبه ی( ابزارANN) یمصنوع
حاصل،  جیسپس بر اساس نتا .قرار گرفت لیمورد تحل رسونیپ یبا همبستگ یهواشناس یهوا و پارامترها های¬ندهیزمستانه آلا های¬داده

در بین  شد.بینی پیش PM ریو مقاد سازیمدل شیشده بر اساس آزمون و آزما نهیبه (MLP-ANN)هیپرسپترون چندلا یشبکه عصب
 هیلا 3با  یدر مدل ANN زمستانه بودند. PMعوامل هواشناسی و کیفی هوا، متغیرهای کیفی هوا دارای همبستگی بیشتری با غلظت 

 دهپردازن 5پنهان و  هیلا کی ،یورود هیلا کیبا  یو مدل PM2.5 زانیم %09 یبا دقت بالا یانیم هیپردازنده لا 4 پنهان و هیلا 1 ،یورود
همدان  کشور و شهر یغرب یباد غالب نواح نیکوه الوند ب یریقرارگ باوجود نمود.بینی پیشرا  PM10 زانیم %09 یبالا یبا دقت یانیم هیلا
 دیمصرف سوخت و تول شیافزا یتواند ناشیزمستانه شهر م PM شیافزا نیهمچن باشد.یکم م PMبر غلظت  یعوامل هواشناس ریتاث
زود هنگام بینی پیش تیقابل یها داراادهد نیو دردسترس تر نیبا کمتر MLP-ANNحاصل از احتراق در زمستان باشد. ابزار  یهاندهیآلا
 بهره گرفت. PMکنترل اثرات  ین براآتوان از یباشد و میم PM زانیم
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 سرآغاز
هوا  تیفیبر ک طی( محPM10و PM2/5) ذرات معلق زانیم

در  به ویژهمهم زیستی محیط سکیفاکتور ر کیگذارد و یم ریتاث
 ,Bhakta, Khillare, & Jyethi) بزرگ است یشهرها

به  آن بر سلامت یبه علت اثرات منف PM 5/2 آلودگی .(2019
به  PM شده است. لیمهم در سراسر جهان تبد ینگران کی

های بدن اندازه کافی کوچک است تا بتواند به بیشتر ارگانیسم
برای مدت زیادی ذرات معلق هنگامی که مواجهه با  ،ندنفوذ ک

لبی عروقی، های قبیماری علایمانجام شود ممکن است در افراد 
خاص  به طورو  ایجاد کند و غیره تحریک پوست ،سرطان ریه

 Brook) تاثرات مستقیم بر سلامت دستگاه تنفسی داشته باشد

et al., 2010; Knibbs, Cole-Hunter, & Morawska, 

2011; Memarianfard & Hatami, 2017; Rajagopalan 

& Brook, 2012; Ristovski et al., 2012). کلی  به طور
های اخیر به دلیل تاثیرات نامطلوبی که بر در سالآلودگی هوا 
توجه بسیاری از پژوهشگران را به خود  داشته استسلامت بشر 

 ونظارت  یهاهستگایاو باعث شده که مدیران شهری جلب کرده 
 کنند جادیا های هوا در اکثر شهرهاندیآمار آلاآوری جمع

(Cheng, Shen, Zhu, & Huang, 2018).  اما پایش
تواند همه نیازهای مدیران شهری را ای کیفیت هوا نمیلحظه
یک شرایط محیطی برآورده کند. بنابراین  و مدیریت کنترلبرای 

 آلودگی هوا بسیار بابینی پیشمدل دقیق و قابل اعتماد برای 
توان به وسیله آن آلودگی هوا را در مراحل اهمیت است زیرا می

د و با کنترل آن از آثار زیان بار آلودگی هوا کربینی پیشاولیه 
 ,Bai, Li, Wang) جلوگیری و از بهداشت عمومی حفاظت کرد

Xie, & Li, 2016a). نهیدر زم یادیز قاتیتحق به تازگی 
و توسعه گیری شکلبه  های هواغلظت آلایندهبینی پیش
 هایاست، به عنوان مثال، مدل افتهیاختصاص  مختلف یهامدل
مدل چند مقیاسه ، (Ozel & Cakmakyapan, 2015) یآمار

 ,Djalalova, Delle Monache, & Wilczak) کیفیت هوا

 et al.Saide, ) یمیبا شبینی پیشو  قیمدل تحق، (1)(2015

 ,Domańska & Wojtylak) یاستنتاج فاز ستمیس ،(2011

 & ,Yahya, Zhang) های ترکیبیو سایر مدل (2012

Vukovich, 2014) .یرا برا یها عملکرد خوبروش نیا 
ا تابع آنه قیاند که از طرهوا به دست آورده یآلودگبینی پیش

شده آوری جمع یهاداده نیب دیجد یهایوابستگ ییامکان شناسا
 یمصنوع یها، شبکه عصبمدل نیا انیدر م دهد.یرا به دست م

(ANN)، خود ،یرخطیغ ینقشه بردار یهاتیقابل یکه دارا 
است و  کردهخود را ثابت  یبرتر ،است بودن رومندیو نی سازگار

شود. به یاستفاده مبینی پیش یاهنهیدر زم یابه طور گسترده
بهبود  یبرا یمصنوع یاز شبکه عصب یمختلف یهاساختار یتازگ

 استشده  جادیهوا ا یهاندهیآلا غلظتبینی پیشعملکرد 
(Antanasijević, Ristić, Perić-Grujić, & Pocajt, 

2013; Chen, Yang, Hu, Hossain, & Muhammad, 

2018; Feng, Zhang, Sun, & Zhang, 2011; Li et al., 

2015; Mohebbi, Jashni, Dehghani, & Hadad, 2018; 

Paschalidou, Karakitsios, Kleanthous, & 

Kassomenos, 2011; Wu Feng, Du, & Li, 2011).  در
هایی پژوهش PMبینی پیشبرای  ANNکارایی  راستای بررسی
 & Rostami Fasih et al., 2015; Zangoei)در داخل کشور 

Asadolahfrd, 2018) هایاز پژوهش برخی و همچنین 
و  Chellali آورده شده است.ذیل انجام شده در  خارجی

بینی پیش یبرارا  ANN یهامدل کارایی (2912، )همکاران
 (PM10) کرومتریم 19کمتر از  یکینامیرودیذرات معلق با قطر آ

با  ANN. مدل دادندقرار  یمورد بررس رهیالجز El Hammaدر 
به  یزمان اسیمقدر  یهواشناسهای داده زا یبیاستفاده از ترک

آمده با  به دست جیتوسعه داده شد. نتا یورود یرهایعنوان متغ
تاکیدی بر توانمند بینی پیشهای مورد داده بخش بودن تیرضا

 ( ,Chellali, Abderrahim, Hamouبودن این ابزار بود

(Nebatti, & Janovec, 2016. Memarianfard و 
Hatami، (2912 ) در پژوهشی ابزارANN  را برای بررسی

در شهر تهران مورد ارزیابی قرار دادند. در این  PMپراکندگی 
های هواشناسی مانند سرعت باد، رطوبت ، دما و پژوهش از داده
های هوا در یک دوره زمانی استفاده شد بر اساس غلظت آلاینده

بینی پیشسه نتایج بر اساس مقای ANNآمده  به دستنتایج 
دارای  ANN، میزان خطابررسی های واقعی و شده با داده

ذرات معلق در شهر تهران ارزیابی  سازیمدلتوانایی بالا برای 
و  Nidzgorska .(Memarianfard & Hatami, 2017) شد

 سازیمدلرا برای  ANNدر پژوهشی ( 2912)همکاران، 
زمستان مورد ارزیابی قرار دادند  PMغلظت ساعتی بینی پیش

در  PMلظت های هواشناسی و غبرای این پژوهش از داده
Agglomeration  لهستان استفاده شد. در زمستان به دلیل

در این شهر نسبت به سایر  PMمیزان ، استفاده بیشتر از سوخت
 پژوهش ها بالاتر است. بر اساس نتایج حاصل در اینفصل

  ده استـاثبات ش PMغلظت ی ـبینپیشرای ـب ANNی ـوانایـت
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(Nidzgorska-Lencewicz, 2018). 
دچار تغییرات های اخیر سال شهر همدان در یکیفیت هوا

طوری که این شهر با روزهای متوالی ه ای شده است بگسترده
های مربوطه اعلام گردیده کیفت ناسالم هوا بر اساس شاخص

روزانه آلودگی هوا برای بینی پیشاست. به این دلیل آگاهی و 
بسیار با  قوع آلودگیقبل از و دسترسی به هشدار اولیه و مدیریت

اقیلم سرد و  که همدان دارای این با توجه به اهمیت است.
استفاده  ،(Zare, Bayat, & Yazdani, 2011) استخشک 

رسد که این نیز سوخت در زمستان به بیشترین مقدار خود می
 باشد.در این فصل  PMتواند یکی از دلایل افزایش غلظت می

در این پژوهش سعی شده است که تا مدل شبکه عصبی 
شهری در زمستانه  PMبینی پیشو  سازیمدلمصنوعی برای 

ه شده و مورد ارزیابی ، بهینتاثیرگذارهمدان بر اساس پارامترهای 
قبل از بینی پیشتا ابزاری کار آمد برای هشدار اولیه و قرار گیرد 

 گردد. ارایه زمستانه وقوع آلودگی
 

 روش بررسی

 محدوده مورد مطالعه
کیلومترمربع، در  29122ای به مساحت استان همدان در گستره

طح متری از س 1299غرب ایران در دامنه کوه الوند و در بلندای 
کیلومترمربع از این  2231دریا واقع شده است و شهر همدان 

 ,Kalvandi, Safikhani ) (1)، شکل شوداستان را شامل می

Najafi, & Babakhanlo, 2007). 

 

 
 (: محدوده مورد مطالعه1شکل )

 

 های مورد استفادهداده
 غلظتبینی پیشو  سازیمدلبررسی، در این پژوهش برای 

PM2.5  وPM10 به مربوطی هاهای هواشناسی و دادهاز داده 
 ،O3(ppb)، CO (ppm) شامل هواهای غلظت آلاینده

Nox(ppb) و SO2(ppb)  با توجه به  استفاده شد.زمستان شهر
سرد به دلیل افزایش های شهرهای دارای زمستان در که این

در این فصل فسیلی ریسک آلودگی هوا های مصرف سوخت
های داده در این پژوهش .(Ilten & Selici, 2008) بیشتر است

 زیستمحیطشهر همدان از سازمان  یایستگاه پایش کیفیت هوا

سازمان هواشناسی برای فصل سایت هواشناسی از های دادهو 
 تهیه شد. 02زمستان سال 

 

 تحلیل آماری
و  PM2.5متغیرهای تاثیرگذار با غلظت جهت بررسی رابطه بین 

PM10  افزار نرماز روش پیرسون درSPSS 25  .استفاده شد
میزان تاثیرپذیری پارامترها از  دهندهنشانبررسی همبستگی 

برای  ANNهای مختلف یکدیگر است. سپس به بررسی مدل
پارامترهای آلاینده هوا پرداخته خواهد  سازیمدلو بینی پیش
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های دارای بیشترین های بهینه از دادهشد. برای استفاده در مدل
 شوند. ترهای مورد نظر استفاده میهمبستگی با پارام

 

 شبکه عصبی مصنوعی
 یریت و انعطاف پذی، خلاقیریادگیبا توان  ANNهای روش

ک یها اساسا به ن روشیه به مغز انسان طراحی شده است. ایشب
 (Ostad-Ali-Askari هستند یشرفته متکیپ یستم آموزشیس

(et al., 2017ساختار کلی . ANN دارای سه لایه با وظایف
، لایه پردازش ANNها به مشخص است. لایه ورودی داده

زش به )لایه میانی( و لایه خروجی که علاوه بر پردا اطلاعات
نتایج و خروجی آنرا نشان  ازای هر پارامتر ورودی به شبکه،

. نرون کوچکترین (Taşpınar & Bozkurt, 2014) دهدمی
ساختار کلی شبکه عصبی  (2) است. شکل ANN واحد پردازشگر

در این تحقیق از شبکه پرسپترون چند  دهد.مصنوعی را نشان می
 .استفاده شده است (1)با الگوریتم پس انتشار خطا (MLP)لایه

 

 
 

 مصنوعی عصبی شبکه ساختار (:2) شکل

 
رگذار یاز اطلاعات پارامترهای تاث یبیشبکه براساس ترک یطراح
های قبل، در قالب ساختارهای در زمان ذرات معلقغلظت در 

ی ورودی انجام شده است. در هر هیها در لامتفاوت از تعداد داده
 ی، از راه خروجک از ساختارها، اطلاعات ورودی پس از پردازشی

ت، یهای بعدی و درنهاهیهای لای اول، به نرونهیهای لانرون
شود. در یشبکه منتقل م یدر صورت قابل قبول بودن به خروج

های قبل هیبه لا ین صورت با انتشار خطای محاسباتیر ایغ
ی قابل قبول جهیشود تا نتیها دوباره تکرار مبرگشته و محاسبه

ش سرعت ی. برای افزا(Parsimehr et al., 2018) دآی به دست
، از یهای محلپردازش اطلاعات و عدم توقف شبکه در حداقل

شبکه استفاده شد. اجرای اطلاعات نرمال شده به عنوان ورودی 
 Neuro ندوزیستم عامل ویتحت سافزار نرم ن ساختارها دریا

Solution ای یها انجام گرفت. از مزات نرمال سازی دادهیبا قابل

های گوناگون تمین نرم افزار، وجود توابع مختلف با الگوریگر اید
 .Asadpour &) (Nasrabadi, 2011 استافزار نرمدر بانک 

ها شبکه عصبی مصنوعی ابتدا درصدی از داده سازیمدلبرای 
شود سپس در مرحله بعدی درصد برای آموزش شبکه استفاده می

ها برای عمل اعتبار سنجی و آزمایش شبکه باقی مانده داده
ها برای آموزش و درصد داده 29شود. در این پژوهش استفاده می

جی و آزمایش شبکه استفاده درصد باقی مانده برای اعتبارسن 39
های سپس داده .(Mohammadi et al., 2017) شده است

های واقعی مقایسه شده و مقدار خطا شده با دادهبینی پیش
 گردد.محاسبه می

مقادیر خطا باید در کمترین مقدار خود باشد که برای این کار باید 
شبکه دلخواه طراحی گردد و عمل آموزش و آزمایش با 

های مختلف تکرار گردد تا خطا به حداقل خود برسد. به حالت
، (R)ارزیابی و مقایسه نتایج حاصل از ضریب همبستگی  منظور

و خطای نرمال نسبی  (MAE)میانگین خطای مطلق 
(NMSE) .محاسبه شده است 

  ( میانگین خطای مطلق1رابطه )

 (MAE) 

xi های واقعی و عبارت است از دادهyi های برآورد شده داده
 .ها استتعداد کل داده nباشد و می

  ( ضریب همبستگی2رابطه )

 
 

 میانگین مقادیر واقعی،  مقادیر واقعی،  
 باشد.میانگین مقادیر برآورد شده می مقادیر برآورد شده و 

  میزان خطای نرمال شده (3رابطه )

.   
 

میزان  PM averageمیزان خطا و  RMSEکه در رابطه فوق 
 Al–Dabbous et) دست آمده آزمایشات استه ب PMمیانگین 

al., 2017).  
کننده میزان همبستگی بین نتایج بیان (R) ضریب همبستگی

باشد. بدیهی است که در این های واقعی میشده و دادهبینی پیش
تر و تر باشد نتایج قابل قبولنزدیک 1رابطه هر چه میزان آن به 

 دباشهرچقدر به صفر نزدیکتر  MAEو  NMSAEمقادیر 
 نشانده خطای کمتری است.
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 هایافته
 های آماریلیلتح

  با ارـمعی انحراف و میانگین ،رینـکمت، رینـبیشتمختلف  مقادیر

 در نتایج خلاصه که گرفت انجام SPSS 25افزار نرم کمک

 است. شده نمایش داده (1) جدول

 

 استفاده مورد یهاداده آماری هایشاخص (:1) جدول

  N میانگین انحراف معیار کمترین بیشترین

23/59 5/93 4/53673 13/4843   84 O3(ppb) 

3/76 0/37 0/72311 1/4627 84 CO (ppm) 

90/18 16/98 16/30880 32/2070 84 Nox(ppb) 

17/85 9/15 1/61921 12/3190 84 SO2(ppb) 

197/68 15/04 43/51749 78/4418 84 PM10 

86/21 9/75 15/05702 27/3755 84 PM 2/5 

 حداقل دمای روزانه 84 2/065- 6/2733 17/9- 11/6

 حداکثر دمای روزانه 84 10/836 5/3316 4/7- 19/0

 میانگین دمای روزانه 84 3/829 5/6729 11/8- 14/4

 مجموع بارش روزانه 84 0/6455 1/69519 0/00 7/10

 یساعت آفتاب 84 6/446 2/7069 0/0 11/0

 یساعت ابر 84 3/2002 1/97923 0/00 7/25

 حداکثر سرعت باد روزانه 84 7/62 3/712 3 20

 )درجه( جهت باد 84 210/00 90/833 10 360

 m/s)میانگین سرعت باد ) 84 2/6106 1/47389 0/50 7/50

 رطوبت حداکثر 84 82/74 14/564 19 100

 رطوبت حداقل 84 38/26 16/891 10 95

 میانگین رطوبت 84 61/3144 16/39141 16/25 97/75
 

 

ارتباط بین مقادیر پارامترهای مورد استفاده از برای بررسی میزان 
 دهندهنشان بالا همبستگی ضریب شد، استفاده پیرسون همبستگی

باشد. بر این اساس عامل کنترل کننده مشترک بین پارامترها می
تاثیرگذارترین  به عنوانپارامترهایی با بالاترین ضریب همبستگی 

انتخاب شدند.  MLP-ANNعوامل برای قرارگیری در ساختار 
 آورده شده است. (2)نتیجه بررسی همبستگی در جدول 

، 486/0با ضرایب  PM2.5( پارامتر 2با توجه به جدول )

 هایآلاینده غلظت با بالاتری همبستگی دارای 747/0 و 476/0

( در مقایسه با متغیرهای هواشناسی بود و 2SOو  CO ،xNoهوا )
ترین همبستگی را با متغیر بیش 223/9با ضریب  PM10پارامتر 

PM2.5 دهنده این است که غلظت داشت که نشانPM 
 هوا دیگر هایزمستانه در شهر همدان تحت تاثیر غلظت آلاینده

همبستگی بیشتری با  PM10 با مقایسه در PM2.5 مقادیر است.
دارای بیشترین  PM10متغیرهای کیفیت هوا دارد و غلظت 

توان نتیجه گرفت از این می است PM2.5همبستگی با غلظت 
باشد. می PM2.5بیشتر تحت کنترل غلظت  PM10که غلظت 

از دلایل میزان همبستگی پایین بین پارامترهای هواشناسی با 
توان به وجود ارتفاعات زاگرس در محدوده غلظت ذرات معلق می

مورد مطالعه اشاره کرد که موجب کاهش نفوذ بادهای غربی به 
 .(Zare et al., 2011) شودمی این محدوده

جویی و همچنین صرفه ANNهدف جلوگیری از بیش آموزی  با
در هزینه آزمایشات برای به دست آوردن مقادیر پارامترها، در 

ینی هر متغیر تنها از سه پارامتر ورودی شبکه استفاده شد. بپیش
 با متغیرهابین  و ارتباطکه بر اساس بیشترین ضریب همبستگی 

به این صورت انتخاب گردید که  بود وبینی مورد پیش پارامتر
 پارامترو برای  CO ،xNo ،2SOمتغیرهای  PM2.5پارامتر برای 

PM10  تنها از متغیرPM2.5  گردیداستفاده. 
 



 3043 پاییز و زمستان، 62 ، شماره31 زیست، سالهای محیطپژوهش 341

MLP-ANN 
و  سازیمدل برای مدل چهار خروجی و هاورودی انتخاب به توجه با

بر اساس همبستگی پیرسون  PM10و  PM2.5بینی پیش
مختلف بهترین نتایج برای  آزمونو  آموزشصورت ذکر شده با به

ت رصوه های مخفی، قانون آموزش و تابع محرک بتعداد لایه
 و تابع محرک سیگموئدع آموزشی تاب حاصل گردید.( 3)جدول 

  مدل دارای بهترین نتایج بودند. دوبرای  لونبرگ مارکوارت
باشد در بینی شده مینمودارهای پراکندگی نتایج پیش (2)کل ش

های واقعی و محور عمودی این نمودارها محور افقی داده
باشد. در این نمودارها بینی شده میهای پیشدهنده دادهنشان

بینی شده با یک های پیشهای واقعی و دادهتباط بین دادهار
معادله نشان داده شده است و میزان انحراف معیار از نیمساز ربع 

ها به نمودار یک اول آورده شده. در این نمودارها هر چقدر داده
دهنده کارایی و دقت بالای تر شوند نشانبه یک نزدیک

 های ساخته شده خواهد بود.مدل

بینی شده با پوشانی مقادیر پیشنیز نمودار هم (3)در شکل 
مقادیر واقعی آورده شده است. در این نمودارها محور افقی شماره 

واقعی بر حسب  ده مقادیرندهننمونه و محور عمودی نشا
 باشد.می PM میکروگرم بر متر مکعب

 رسونیپ یهمبستگ آزمون جینتا (:2) جدول
 PM10 PM 2/5 

 **340** -/549/- (3g/mm) ازون

 **503** /684/  (ppm) منواکسیدکربن
(ppb) XNo  /479** /674** 

(ppb) 2SO  /538** /620** 
 PM10 1 /763** 

 PM 2/5 /763** 1 

 **466/- *250/- دما  نهکمی

 *258/- 076/- دما  هبیشین

 **403/- 190/- میانگین دما 

 124/- 139/- رطوبت 

 068/- 010/  زمان آفتابی

 **297/- 202/- ابرناکی 

 **088 -/304/-  (M/S) سرعت باد

 *257/- 194/- جهت باد 

 **262* -/419/- (M/S)میانگین روزانه سرعت باد 

 195/ 096/ رطوبت حداکثر 

 **314/ 114/ رطوبت کمینه 

 **342/ 158/ میانگین رطوبت 

 دار است. یمعن 91/9در سطح  ی** همبستگ
 دار است. یمعن 95/9در سطح  یهمبستگ* 

 

 یمصنوع یعصب شبکه مختلف یهامدل (:3) جدول
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PM2.5 3 221/3 /.1210 /.0342 4 1 لونبرگ مارکوارت سیگموئد 

PM10 1 22/15 /.2429 /.0235 5 1 لونبرگ مارکوارت سیگموئید 

 

  
 شدهبینی پیش یهاداده یپراکندگ ینمودارها (:2) شکل
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 یواقعهای داده با جینتا یستگبهم ینمودارها (:3) کلش

 

از  ر خاص در مدل انتخابیبرای بررسی میزان حساسیت هر متغی
ه به نمودارهای رسم شده در با توج آزمون حساسیت استفاده شد.

 در مختلف متغیرهای حساسیت میزان که شودمی معلوم (4) شکل

با  باشدمی پیرسون همبستگی جینتا همانند هوا هایآلاینده بینیپیش
در  xNoبا ضریب همبستگی کمتر از  2Soاین تفاوت که متغیر 

های ژگیویتواند ناشی از این می شبکه تاثیر بیشتری از آن دارد.
 باشد. ذرات معلقهرکدام در آلودگی و به طبع آن سهم  شیمیایی
از  کلی میزان حساسیت شبکه برای متغیرها به ترتیب به طور
 است.  xNo و CO ،2SO ن به کمترین به صورتبیشتری

 

 
 رهایمتغ تیحساس نمودار (:4) شکل

 

 بحث و نتیجه گیری
های آلایندهبینی پیشهای مرتبط با های اخیر پژوهشدر سال

 ,.Cabaneros et al) چشمگیری افزایش یافته است به طورهوا 

بینی پیشو  سازیمدل، این علاقه پژوهشگران برای (2019
های مرتبط آلودگی هوا ناشی از افت شدید کیفیت هوا و بیماری

های مزمن، حاد و مرگ زودرس اعضای با آن از جمله بیماری
ریزان شهری به گذاران و برنامهآسیب پذیر جامعه است. سیاست

ه برای دور زدن سریع و مقرون به صرفهای حلراه ارایهدنبال 
. (Moustris et al., 2010) اثرات آلودگی هوا هستند

عامل حساس هستند، از جمله  نیبه چند یقطع یکردهایرو
گران  یاز نظر محاسبات ر،یدرگ یپارامترها تیفیو ک اسیمق

پارامتر  نیداده بزرگ از چند یهاگاهیهستند و وابسته به پا
و  نباشند از آنها ممکن است در دسترس یهستند، که برخ یورود

هوش های در مقایسه با رویکردها این موارد نقاط ضعف این مدل
 عصبی مصنوعی استهای خصوص شبکهه مصنوعی ب

(Cabaneros et al., 2019). یعصب یهاشبکه جه،یدر نت 
مدت و کوتاهبینی پیش یهااز برنامه یاریدر بس یمصنوع

موفقیت  به طورذرات معلق به خصوص هوا های آلاینده بلندمدت
 ;Mohammadi et al., 2017)اند شده یسازادهیپآمیزی 

Moustris et al., 2010; Nidzgorska- Lencewicz, 

2018; Rostami Fasih et al., 2015; Taşpınar, 2015; 

Taşpınar & Bozkurt, 2014). 
 آلودگی ذرات معلقدهد که  ینشان مانجام شده های پژوهش

و در حال توسعه  افتهیتوسعه  یخطر بزرگ در کشورها کی
 کایبا اروپا و آمر سهیدر مقا ییایآس یخطر در کشورها نیاست. ا

است.  دتریدر آنها ثبت شده، شد ریدر دو دهه اخ یکه روند کاهش
و  یذرات معلق را در سطوح محل راتییتغ یعوامل هواشناس

و ای جاده کیتراف ،یامواد پوسته. دهندیم رییتغای منطقه
ذرات معلق هستند  یآلودگ یاحتراق سوخت منابع اصل

(Mukherjee & Agrawal, 2017).  ،با توسعه کالبدی شهر
آلودگی  افزایش جمعیت، توسعه صنایع و افزایش تعداد خودروها

رش در شهر همدان به سرعت رو به گست PMبه خصوص  هوا
 ,.Asl et al) بوده و به تازگی به مشکلی جدی تبدیل شده است

2018; Hoseinzaheh et al., 2012) این شهر دارای .
، بنابراین (ZARE et al., 2011) سرد است هایزمستان

در  حمل و نقل ،استفاده از سوخت برای گرمایش علاوه بر صنایع
میزان افزایش  سببو  یابدای میملاحظهافزایش قابل  این فصل

 .شودمیها سایر فصل نسبت بهآلودگی هوا در فصل زمستان 
در فصل زمستان چندین بار پدیده  های اخیردر سال همچنین

وارونگی دمایی در این شهر اتفاق افتاده و موجب تشدید آلودگی 
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ش وارونگی دمایی یکی از دلایل اصلی افزای هوا شده است.
 Janhäll et) ی با اقلیم سرد استیآلودگی زمستانه در شهرها

al., 2006).  با توجه به شکل قرارگیری شهر همدان در
 و نحوه گسترش و استقرار ارتفاعات زاگرس الوند کوه هایدامنه

است  غربی به این محدوده شده هوای که مانع ورود جبهه
(ZARE et al., 2011)، غالب  میزان تاثیر متغیرهای هواشناسی

 کاهش یافتهشهر محدوده  بر غرب کشور مانند بادهای غربی
در مناطق غربی کشور از دو جنبه قابل  PMتاثیر باد بر  .است

توسط باد از نواحی  PMتوجه است در نگاه اول توانایی حمل 
 کند که این پدیدهغربی و جنوبی و ایجاد آلودگی جلب توجه می

های تواند محدود به موارد کمی در سالدر مناطق مستعد می
و بارش کلی عوامل هواشناسی مانند باد طوره اما ب .خاصی باشد

 دارند هواسزایی بر حمل و برطرف کردن آلودگی ه تاثیر ب
(Tecer et al., 2008).  در شهرهای محصور در ارتفاعات مانند

پتانسیل  ،زیرا .تر استهمدان خطر آلودگی هوا بسیار جدی
بنابراین  کمتر است. توسط این عوامل پراکندگی آلودگی هوا

مقادیر به خصوص آلودگی هوا  زود هنگامبینی پیشو  سازیمدل
PM ای برخوردار است. زمستانه شهر همدان اهمیت ویژه
تواند کمک بسیار میزمستانه  PMغلظت زودهنگام ی بینپیش

 ریزان شهری برای مقابله با اثرات زیانبزرگی به مدیران و برنامه
 .باشد آلودگی هوای شهر ارب

در این پژوهش شبکه عصبی مصنوعی پرسپترون چند لایه 
 زمستانه شهر همدان PMغلظت بینی پیشو  سازیمدلجهت 

شبکه  روش از این پژوهشایج حاصل استفاده شد و بر اساس نت
دارای توانایی و دقت  هیپرسپترون چند لا یمصنوع یعصب

در این  بود. پارامترهااین بینی پیشو  سازیمدلمطلوبی جهت 
 لونبرگ مارکوارتو تابع محرک  سیگموئیدمدل با تابع آموزشی 

ک لایه پنهان با همبستگی نتایج یبا سه ورودی، چهار نرون در 
مدل دیگر و  PM2.5برای درصد  09واقعی بیش از های دهبا دا

با تابع آموزشی و محرک به ترتیب سیگوئید و لونبرگ مارکوارت 
با یک ورودی و پنج نرون در یک لایه پنهان دارای بهترین 

حساسیت آزمون با توجه به نتایج  .بود PM10نتایج برای 
ایجاد ساختار  توان نتیجه گرفت که پارامترهای انتخابی جهتمی

آمده  به دستمقایسه نتایج . شبکه به درستی انتخاب شده است
ها در جدول های قبلی که برخی از آندر این پژوهش با پژوهش

شده و خطای کم بینی پیشهای است دقت بالای داده آمده (4)
دی مدل حاصل برای نشبکه ایجاد شده تاکیدی بر کارایی و توانم

مطالعه در محدوده مورد پژوهش در این  لقذرات معآلودگی 
با توجه به صحت نتایج، کاربردی بودن مدل و در دسترس  است.

 های مورد نیاز در این مدل، این ابزار برای مدیریت زودبودن داده
 گردد.هنگام پیشنهاد می

به ترتیب برای  Rدر این پژوهش با  ANNبینی دقت پیش
Pm2.5  وPm10  بود که این نتیجه از  02/9و  03/9مقادیر

 CC : 0/6 ،Franceschi( با 2915و همکاران ) Cortinaمدل 
و همکاران  Nidzgorskaو  R: 0/59( با 2912و همکاران )

بینی دارای دقت بالا تری بود، دقت پیش R 0/842=( با 2912)
دهنده انتخاب صحیح متغییرهای تاثیرگذار و همچنین بالا نشان

بکه انتخاب شده در این پژوهش می باشد، سایر ساختار مناسب ش
های هوای انتخاب شده به عنوان ورودی مدل خود آلاینده

میتوانند منشا یا کنترل کننده غلظت ذرات معلق باشند. در 
های مسیر ( با استفاده از داده2915و همکاران ) Fingپژوهش 

های هوا، سرعت و جهت باد توانست با نرخ حرکت توده
بینی کند، درصد غلظت ذرات معلق را پیش 09میانگین  تشخیص

که این علاوه بر تایید توانمندی مدل شبکه عصبی مصنوعی 
جایی هوا در برطرف کردن ذرات معلق را تلفیقی، اهمیت جابه

دهد. نتایج به دست آمده در این پژوهش همانند نشان می
در  ANNهای گذشته تاکیدی بر توانایی بالای پژوهش

های بسیار پیچیده بینی پارامترها در محیطسازی و پیشدلم
های هوا بود. در شبکه بهینه بینی آلایندهطبیعی همچون پیش

و همکاران  Zangouiشده در این پژوهش همانند پژوهش 
(؛ 2912و همکاران، ) Chellaliو بر خلاف  (2912)

Memarianfard  وHatami( ،2912 ؛)Nidzgorska  و
های سایر داده PMسازی غلظت ( برای مدل2912، )همکاران

های هوا انتخاب گردید که نتیجه شرایط تپوگرافی ویژه آلاینده
این محدوده است. همانند مطالعه پژوهشگران دیگر که با 

MLP-ANN  غلظتPM بینی کرده اند را پیش(Dutta & 

Jinsart, 2021; Taşpınar, 2015; Taşpınar & Bozkurt, 

(2014; Unal et al., 2011;. 

Voukantsis et al., 2016))  در این پژوهش نیز توانایی بالایی
تواند جایگزین این مدل مورد تایید قرار گرفت. این ابزار می

های پیچیده های سنتی قطعی گرا که ناتوانی آنها در محیطمدل
اثبات شده است باشد و به عنوان یک سیستم هشدار زودهنگام 

کار گرفته شود تا با تمهیدات لازم اثرات قبل از وقوع آلودگی به 
 ورد مطالعه جلوگیری و یا کاهشـودگی هوا در شهر مـرب آلـمخ
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 داده شود. 
 های قبلی )نتایجی در بالاترین دقت و کمترین خطا((: نتایج به دست آمده از پژوهش4جدول )

 منبع نتایج کشور آلاینده هوا مشخصات مدل

+ مدل جغرافیایی و  ANNزانه) مدل ترکیبی غلظت متوسط رو
 جایی موجک مبتنی بر مسیر جرمی هوا(جابه

PM2.5 چین RMSE: 22/15  (Feng et al., 2015) 

انتشاربراساس تجزیه موجکی )غلظت روزانه شبکه عصبی پس 
 آلاینده(

PM10 چین RMSE: 30/15  (Bai et al., 2016) 

ANN-MLP  میانگین غلظت روزانه باC-means ته فازی ودس
 K-meansبندی 

PM10 مکزیک CC: 2/9  (Cortina–Januchs et 

al., 2015) 

، RPROPبا آموزش  ANN-MLPغلظت میانگین روزانه با 
 K-meansترکیب شده با نتایج 

PM10 
 

 

 

 
PM2.5 

 کلمبیا

RMSE: 59/13  

MAE: 13/19  

R: 50/9  
RMSE: 22/5  

MAE: 23/4  
R: 24/9  

(Franceschi et al., 

2018) 

MLP-ANN های برای غلظت ساعتی آلاینده با استفاده از داده
 هواشناسی

PM 10 
 یتیکیتر

 لهستان
RMSE: 29/2  

R2: 9/242 

(Nidzgorska-

Lencewicz, 2018) 

 

 هایادداشت
1. Community multi-scale air quality model 

2. Backpropagation 
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